8. MULTIVARIATNE METODE
8.1. Uvod
i 8.1.1. Zakaj jih uporabljati

= Multivariathe metode omogocajo socasno
analizo kakrsnegakoli stevila spremenljivk.

= Poseben problem predstavlja graficna
predstavitev vec kot treh spremenljivk hkrati -
ena izmed nalog multivariatnih metod je zato
zmanjsanje dimenzionalnosti podatkov, do

predstavljive upodobljivosti.




8.1.1. Zakaj jih uporabljati

+

= Razlogi, da multivariatnih metod ne uporabimo?

= Logisticni — razpolozljivi so le podatki za eno ali dve
spremenljivki.

= Strokovni — le ena ali dve spremenljivki sta ustrezni
glede na zastavljeni namen studije.

= Izkustveni — ugotovili smo, da za dolocen izid testa
(npr. razlikovanje dveh populacij) zadostuje ze ena
spremenljivka, da zavrnemo H,.

= Matematicni — soCasna analiza veC spremenljivk
nudi dodatne podatke le, Ce so spremenljivke med
seboj korelirane.



8.1.1. Zakaj jih uporabljati

= Analizo multivariatnih podatkov vedno zacnemo
enostavno, z uporabo tockovnih in skatla-Crta
(box and whisker) diagramov in bivariatnih
grafov ter izraCunom osnovnih opisnih statistik
ter normalnosti porazdelitve za vsako
spremenljivko.

= Multivariatne analize zahtevajo velike vzorce.
Opazovanj naj bi bilo najmanj dvakrta toliko kot
je spremenljivk.



8.1.2. Oznake

= Matrika podatkov

= Podatke meritve p spremenljivk na n objektih zapiSemo v n x
p matriki, kjer vsaka vrstica ustreza enemu opazovanju.

= Spremenljivke oznaCimo X;, ..., X, in vrednosti X; v i-tem

opazovanju z Xy, ter zapisemo matriko:

(X Xy e Xpp )
Xy Xpy e Xgp

(KXo Xnz o X



8.1.2. Oznake

+

- N-to vrednost spremenljivke X; zapisemo kozt stolpicni
(kolonski) vektor

= in i-to opazovanje kot vrsticni vektor

.
sz(xi1 Xis e xip)



8.1.3. Izbira metode

ivariatne posplositve univariatne statistike

= Postavljanje statisticnih ugotovitev o populacijskih parametrih —
najpogosteje testiranje enakosti populacijskih srednjih vrednosti.

Multipla regresija

= Iskanje in testiranje enacbe najboljsega prileganja, ki povezuje eno
odvisno spremenljivko z veC neodvisnimi.

Diskriminanta funkcija

= Znotraj seta podatkov poisce enacbo premice, ki najbolje loCi dve ali vec
podskupin, ki ju doloCi uporabnik, ter na tej osnovi umesti nove podatke
v ustrezno skupino.

Glavne komponente in faktorska analiza

= Znotraj podatkov poisce smeri na{'veéje variance in jih uporabi za
razvrstitev podatkov v eno, dve ali tri dimenzije ter jih razlaga kot
faktorje, ki vplivajo na podatke.

Koeficienti podobnosti in clusterska analiza

= Kvantificiranje podobnosti med pari objektov ali opazovanj ter nadaljna
uporaba za izkustveno razvrstitev (empiricno klasifikaciio).



8.3. MULTIPLA LINEARNA
i REGRESIJA

= Obicajno odvisnost eno odvisne spremenljivke
pojasnjujeta dve ali veC regresorskih
spremenljivk.

= Cilji so:
= Zdruzitev (povzetek) velikega stevila podatkov.

= Razumevanje proceasa, ki se odraza v opazovanem
pojavu.

= Ocenjevanje tezko merljivih kolicCin, ki so povezane
z drugimi, lazje dolocljivimi.




8.3.1. Regresijski modeli

e regresijskih modelov so lahko:

=By + B1Xy + BX, + € 3D

=By + BXy + ... +BX +E hiperprostor

=By + ByXy + BX2 + € polinomna regresija
= By + ByXy + BsXyX, + € hiperprostor

Kjer so Cleni € nakIL cne spremenljivke s srednjo vrednostjo nic
in varianco 02, enako za vse vrednosti regresorskih
spremenljivk.

Pomemben pogoj je, da so nekorelirane.

By, By, - so delni regresijski koeficienti in 3; predstavlja
Sp remembokY zaradi spremembe X: za eno enoto, kadar ostane
vse ostalo konstantno.



8.3.1. Regresijski modeli

. \ilnavedeni modeli so v delnih regresijskih

koeficientih B linearni, zato z njimi ne skusajmo
obravnavati nelinearnih modelov.

= Prvi model opisuje tocke v 3D prostoru, za katere
iSCemo ravnino najboljSega prileganja.

= Drugi in Cetrti predstavljata tocke v hiperprostoru, ki
jim skusamo prilagoditi hiperpovrsino. Izbiramo jo

tako, da ¢im boljzmanjsamo vsote kvadriranih
odstopanj podatkovnih tock od nje.

= Tretji model je primer polinomne regresije. Ceprav
vkljuCuje kvadriranje je linearen, ker so delni
regresijski koeficienti linearni.



8.3.2. Matrike podatkov ter
i vektorji podatkov in koeficientov

= Podatke neodvisne in odvisnih spremenljivk
predstavimo v tabeli, imenovani podatkovha matrika:

YOX, X e X
/ yl Xll X12 Xlk \
y2 X21 X22 X2k

\yn an Xn2 Xnk/



8.3.2. Matrike podatkov ter vektor;i

podatkov in koeficientov

g

ar potrebujemo vrednosti Y, jih predstavimo v

obliki vektorja, kakor tudi delne regresijske koeficiente
in clene napake:

(Y,
Y,

Y/

1 X,
1 X,

U X

X12
X22

Xn2

Xy
X2k

A
p

Xnk }

= Linearni model potem zapisemo:

y=XB+¢€

S

(o)

1
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\én



8.3.3. Ocena parametrov

= Uporabimo princip najmanjsih kvadratov — izberemo
hiperravnino, ki zmanjsa vsoto kvadratov preostankov.

= Varianco, merjeno s
celotno popravljeno

VariationinY

vsoto kvadratov
vrednosti Y,

Systematic variation
associated with
explanatory variables

7\

Random variation

razstavimo v del,
imenovan regresijska *
vsota kvadratov, ki je
sistematicen in drugi
del, ki je nakljucen.

'




8.3.3. Ocena parametrov

ene so nepristranske. Med seboj so v glavnhem korelirane.
Prilagojeni regresijski model zapisemo v matricni obliki:

y=Xpf
Preostanki so zapisani v vektorju:
L=Y—=Y
Varianco ocenimo z:

VK

Sz . preostankov
n-k-1
kjer je k Stevilo regresorskih spremenljivk v modelu.




‘_h 8.3.3. Ocena parametrov

= Izracuni so podani v tabeli analize variance, kjer je k
stevilo odvisnih spremenljivk in N celotno stevilo
opazovanj.

VIR \% VK S2 F
Regresija K VKregresije SZregresije = VKregresije/ k SZregresije/
Xl, .y Xk S2preostankov
Preostanki | n-k-1 VKpreostankov SZpreostankov =

VKpreostankov/ n-k-1
Skupaj n-1 |PVK(Y)




8.3.4. Testi modelov

4

» Kadar drzi H, in je porazdelitev nakljucnih clenov

normalna, ima razmerje kvadratov srednjih vrednosti
porazdelitev F s parametri k, n-k-1.

= Kadar je vsaj eden od regresorskih koeficientov
razlicen od nic, je porazdelitev modificirana razliCica
F, imenovana ne-centralna F, kjer so vrednosti
razmerja kvadratov srednjih vrednosti visoke.



8.3.4. Testi modelov

= Pricakovanije regresijskega kvadrata srednje
vrednosti je

o2+pozitiven Clen, zaradi sistematicne variance

= Testiramo s primerjavo razmerja povprecja
vsote kvadratov z F ., .1, Kjer je a izbrana
raven znacilnosti.



8.3.5. Kriteriji izbire regresijskega

P* modela

= Modeli so razlicni glede na Stevilo vkljucenih
spremenljivk in nacina izracuna regresije.

= V primeru dveh neodvisnih spremenljivk so
mozni trije modeli, v primeru treh ze sedem in
s stirimi 15.

= Najpomembnejsi modeli so:
= Prouci vse mozne regresije
= Postopna regresija
= NapredujocCa regresija
= Obrnjeno opuscanje



8.3.5.1. Prouci vse mozne regresije

= Nekateri kriteriji izbire modela so:
1. Multipli regresijski koeficient R

nt _ regresijska vsota kvadratov VK regresiiska

P

celotna popravljena vsota kvadratov - PVK .. /oma

= Vrednost narasca z dodajanjem spremenljivk v model,
dokler niso vkljucene vse spremenljivke, vendar se
njihovi doprinosi zmanjsujejo.



8.3.5.1. Prouci vse mozne regresije

. Napaka povprecja vsote kvadratov naj bo majhna.
3. Prilagojeni R% je multipli determinacijski koeficient,
prilagojen stopnjam prostosti:
VIva 2

R2=1— ”_1(1—R§)=1—V >

preostanki 1 . preostanki
P n-p VK

Sz
celotni celotni

= Narasca z narascanjem Stevila regresorjev, kadar je
Zzmanjsanje napake vsote kvadratov dovol veliko, da
uravnotezi izgubo stopnje prostosti.

= Metoda je enakovredna zmanjsevanju povprecja vsote
kvadratov preostankov.



8.3.5.1. Prouci vse mozne regresije

+

4. ¢, statistika omogoca izbiro modela, ki je najmanj
asimetricen (pristranski).

. preostanki VK (p)
" preostanki VK (celoten model)

-n-2p

= Kadar ni pristranosti, je pricakovanje statistike p, zato
nanesemo na graf vrednosti ¢, proti p. Malo
pristranosti izkazujejo vrednosti, ki so blizu premice, ki
povezuje izhodisCe s tocko, ki jo dobimo, kadar
vklju¢imo vse vrednosti.



1.

8.3.5.2. Postopna regresija

eri vse enostavne linearne regresije in izberi tisto, ki daje
najvisjo vrednost statistike F.

. Za vsako od preostalih spremenljivk izracunaj korelacijo z Y,

upostevajoc, da je prva spremenljivka ze v modelu (to je delna
korelacija):

_ preostanki VK (5, ‘ Do 5y)
I preostanki\m(X- , Xl)

k er je Stevec zmanjSane vsote kvadratov preostankov, zaradi
vkljucitve X, ko je X; ze v modelu in imenovalec povprecje
vsote kvadratov preostankov z X, in X, v modelu.

Spremenljivka X;, ki da najvisjo vrednost te statistike vstopi v
model, Ce F; preseze mejo F,, izbrano tako, da je verjetnost
spreJetJa nlzka ko X; ne da znacilne, dodatne informacije o Y.



8.3.5.2. Postopna regresija

3. Spremenljivko, izbrano v prvem koraku, potem
testiramo, ali jo obdrzati v v modelu ali ne.
Izracunamo:

- _ preostan_ldVK(ﬂl\ﬂo,ﬂZ)
‘ VKE(x,,x, )

= Primerjamo jo z mejno vrednostjo F, . X, izloCimo, Ce
je F;< F . F,, mora biti enaka (alui manjsa) F,.



8.3.5.2. Postopna regresija

+

4. Postopek nadaljujemo, dokler se nobena
spremenljivka veC ne uvrsti v model in
nobene vec ne izlocimo. Na vsaki stopnji
testiramo vsako prej izbrano spremenljivko,
izloCimo pa le eno, Ce sploh katero.



8.3.5.3. NapredujocCa regresija

+

= Sledi enakemu postopku kot postopna
regresija, le da predhodno izbranih
spremenljivk ne testiramo, da bi ugotovili,
kako nanje vplivajo kasneje dodane.




8.3.5.4. Obrnjeno opuscanje

+

= Vklju¢imo vse regresijske kandidate in tistega z
najnizjim delnim korelacijskim koeficientom z Y
izlocimo, vse ostale pa upostevamo, ce je
delna statistika F nizja od F_ ..

= Postopek nadaljujemo, dokler ni model tak, da
nobena od spremenljivk nima delne statistike F
nizje od F_.



8.3.6. Preiskava primernosti

+

= Preverimo okolisCine, kakrsna je na primer, da
cleni napake med seboj niso povezani:

=« Uporabimo metode, opisane za enostavno analizo
linearne regresije.

= Testiramo avtokorelacijo preostankov z Durbin —
Watsonovim testom. Temelji na korelaciji
zaporednih preostankov, z Hy: p = 0.



8.3.7. Multikolinearnost

+

= Pojavi se, kadar so nekatere regresorske
spremenljivke visoko korelirane in povzrocCi nekatere
resne probleme pri regresijski analizi.
= Variance in kovariance ocen delnih regresorskih koeficientov
postanejo visoke, kar pomeni, da je njihova tocnost nizka.

= Delna regresorska koeficienta, dveh visoko koreliranih
neodvisnih spremenljivk, sta enake velikosti, a razlicnih
predznakov, ne glede na to, kaksne so vrednosti B, in B,.

= Racunalnik ni sposoben pravilno izracunati nekaterih matrik.
Rezultati so nesmiselni in nezanesljivi.



8.3.8. Vplivhe vrednosti: Cookova
razdalja

= VCasih so opazovanja v hiperprostoru od ostalih zelo
oddaljena in mocno vplivajo na izraCunani model.

= Ce se izkaZe, da so napaéna, jih odstranimo. Kadar
nudijo koristne podatke, jih ohranimo.

= Odkrijemo jih s koliCino, imenovano Cookova razdalja,
ki je kvadrat razdalje med 42 , ki temelji na n
opazovanijih in B ce odstranimo i-to opazovanie.

= Vrednosti Cookove razdalje, vecje od 1, nakazujejo
vplivho opazovanje.



3.4. DISKRIMINANTNA ANALIZA
8.4.1. Nacela in uporaba

Diskriminantna analiza sluzi uvrscanju objektov v eno izmed
dveh uvedenih skupin.

Potrebujemo “poskusno skupino” podatkov znane uvrstitve, za
vsako od kategorij, ki jo zelimo loCevati.

Poiscemo diskriminantno funkcijo — vektorje v smeri najboljsega
loCevanja skupin.

Podatki “poskusnih skupin”, nanesSeni vzdolz diskriminantne
funkcije bodo kar najbolj mogoce loceni.

Ni nujno, da je diskriminantna funkcija vektor med srednjima
vrednostima skupin — upostevati je potrebno kovariancno
strukturo skupin.

Na osnovi diskriminantne funkcije uvrsCamo nova opazovanja v
eno od obeh skupin.
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8.4.1. Nacela in uporaba

Fosil zelimo uvrstiti v eno izmed vrst A ali B le na
podlagi dolzine.

Obe vrsti sta normalno porazdeljnei z enako varianco
02 in razlicnima srednjima vrednostima p, in ;.

Kadar je dolzina primerka x, blizje y,, ga bomo uvrstili
v skupino A.
Klasicno bi to zapisali:
Y > Hp T Hg
2




i 8.4.1. Nacela in uporaba

= Zapisemo lahko tudi v obliki populacijskuh
gostot:

f(x| pa) > f(X] Mp)

oz. verjetnostjo (Likelihood)

L(HalX) > L(pg|x)



8.4.1. Nacela in uporaba

+

Ce pa npr. vemo, da je vrsta A sorazmerno redka,
bomo locnico pomaknili blizje k p, — dokaz na osnovi
dolzine mora biti bolj prepricljiv, da ga uvrstimo v
redko vrsto.

Ce oznacimo prioritetno verjetnost s Pr(A) oz. Pr(B),
pravilo, da primerek uvrstimo v vrsto A zapisemo:

L(MAlX)-Pr(A) > L(pg|X)-Pr(B) 0Z.

L(1,%) _ Pr(B)
L(#5]%) ~ Pr(A)




8.4.1. Nacela in uporaba

= V praksi lazje delamo z logaritmi navedenih funkcij,
zato neenakost zapisemo:

IN{L(HAD)} - In{L(pg[x)} > Ink
Kjer je

K = 1ns< Pr(B) -
Pr(A)




8.4.2. Uporaba p spremenljivk za
i loCevanje dveh populacij

= Predpostavimo, da nek objekt pripada eni od
dveh populacij, katerih vektorja srednje
vrednosti sta y, in Y, ter kovariancna matrika .

= [z linearne komponente spremenljivk
izraCunamo indeks, ki izhaja iz univariatne
normalne porazdelitve (enko kot pri testiranju
hipoteze o enkosti populacijskih povprecij).

= Uporabljena komponenta je tista, ki daje
najvecjo razdaljo med srednjima vrednostima
populacij.



8.4.2. Uporaba p spremenljivk za
‘_h loCevanje dveh populacij

= Utezi, ki dolocajo diskriminantno funkcijo so podane z:
al = (Mg - Hp)"2

= Dejansko jih ocenimo iz:
(X, —%,)' S~

kjer so X;, X, in S ocene obeh vektorjev srednje
vrednosti in skupna kovariancna matrika obeh
populacij.



8.4.2. Uporaba p spremenljivk za
‘_L locevanje dveh populacij

= Novemu opazovanju x izraCunamo izid diskriminantne
funkcije z mnozenjem matrike:

(X, —X,) S7'X

= Vrednost primerjamo z izidoma diskriminantne
funkcije obeh vektorjev srednjih vrednosti vzorcev

()_(1 — X, )T S_IZ n ()_(1 — X, )T S_lxz



8.4.2. Uporaba p spremenljivk za
;h locevanje dveh populacij
m Fr

Imerek uvrstimo v skupino z vektorjem srednje
vrednosti |4,, Ce je izracunani izid diskriminantne
funkcije blize prvi kot drugi vrednosti, oz. v drugo
skupino, Ce je obratno.

(Yl - Yz)T S_I(X_ X1) < (E - Y2)T S_l(xz —X)
= Kriterij uvrscanja primerka v skupino A, ob
upostevanju prioritetnih vrjetnosti Pr(A) in Pr(B) je:

(% =%)"S"'X= (% ~-%)' $"(X +%) _, [Pr(B)
2 Pr(A)



8.4.3. Ocena linearne diskriminantne

i funkcije

= V praksi si o diskriminantni funkciji postavimo
tri vprasanja:

1. Ali so izbrane srednje vrednosti izhodnih
populacij dovolj razlicne, da omogocajo
zanesljivo loCevanje?

2. Ce so, ali lahko izpustimo nekatere
spremenljivke in kljub temu loCimo
populaciji?

3. Kako lahko primerjamo ucinkovitost moznih
diskriminantnih funkcij?




8.4.3.1. Test uporabnosti locevanja

+

= IzraCunamo testno statistiko

(nl +h— p_l). n,n,

X —%X,) ST(X —X
p(n1+n2_2) n1+n2( 1 2) ( 1 2)

= Izbrane spremenljivke sprejmemo kot uporabne za
loCevanje, kadar vrednost testne statistike presega
Fa,p,n1+n2-p-1'

= TOo ne pomeni, da so te spremenljivke dejansko tudi
najustreznejse za loCevanje.



8.4.3.2. VkljuCevanje in opuscanje
‘_L spremenljivk

= Izmed spremenljivk X; do X, zelimo preveriti, ali naj
p-to spremnljivko obdrzimo ali zavrnemo.

= IzraCunamo Mahalanobisovi razdalji D2 in D%, , za
podatke z in brez proucevane spremenljivke ter
testiramo znacilnost spremembe razdalje D2, - D?,_;:

(n1 +N, =P _1)(D§ o Dé—l)
(n1 +h —2)(”1 T nz)
n,n,

2
> Dp—l

\ p



8.4.3.2. VkljuCevanje in opuscanje
i spremenljivk

= Mahalanobisovi razdalji oblike sta:
(Xl - )_(2)T S_l(x o )_(2)

= Ce izrafunana vrednost presega kriti¢no Fo,1,n;4nyp-17
p-to spremenljivko obdrzimo, ker bi se razdaI]a Vv
nasprotnem primeru znacilno zmanjsala.



8.4.3.3. Verjetnost napacne uvrstitve

= Vrednost diskriminatorja je odvisna od deleza pravilno
uvrscenih objektov.

1. Potrebujmo veliko zbirko podatkov. Del
razpolozljivih podatkov uporabimo za izracun utezi,
preostale objekte pa uvrstimo na podlagi dobljene
diskriminantne funkcije. Ugotovimo delez napacnih
uvrstitev v vsako skupino.

2. Vsak objekt po vrsti uvrstimo in izracunavamo utezi

iz preostalih (n-1) opazovanj. Postopek zahteva

precej casa, ker moramo n-krat oceniti parametre
porazdelitve za vsak izracun.



8.4.3.4. Zahtevane predpostavke

= 1.

Podatki izhajajo iz multivariatninh normalnih
porazdelitev.

Metoda je uspesna tudi kadar podatki niso normalno
porazdeljeni; nezanesljivi so le testi upostevanja ali
izkluCevanja spremenljivke.

Analiza je bolj obcutljiva na odstopanja od normalne
porazdelitve kot v primeru uporabe linearne diskriminantne
funkcije.

. Kovariancni matriki sta enaki.

Kadar to ne drzi, vkljuCuje diskriminantna funkcija kvadratne
in linearne Clene in jo je zato pogosto tezko interpretirati.

Kadar uporabimo dovolj velike vzorce, neeenaki kovariancni
matriki ne vplivata premocno na testno funkcijo.



8.5. METODE LASTNIH (EIGEN)
VEKTORIEV
8.5.1. Analiza glavnih komponent (PC)

!'_ 8.5.1.1. Uvod

= ISCemo vektor, ki poteka vzdolz “dolge osi”
oblaka podatkov ter drugi vektor, ki je nanj
pravokoten.

= Vektorja postaneta nov referencni okvir
podatkov.

= KoliCina variance v smeri prve osi je najvisja
mozna, v smeri druge pa hajmanjsa.
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8.5.1.1. Uvod

= Linearne glavnhe kompoenete (Principal
Components — PC) imajo Stevilne uporabne
lastnosti:
= Vecino celotne variance p spremenljivk razlozimo z

razmeroma majhnim stevilom k novih spremenljivk.
Dimenzionalnost podatkov se zmanjsa iz p na k.

= S0 nekorelirane, kar olajsa preverjanje in analize
podatkov.



8.5.1.1. Uvod

i 1 2 3

= Pomembni omejitvi sta:

= Ce so prvotni podatki
nekorelirani, uporaba
tehnike nima smisla.

= Kadar je stevilo
spremenljivk majhno,
odvisnost razberemo
vizualno iz korelacijske

matrike. 4(0,23 0,19 0,32
300,14 0,21 0,25
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8.5.1.2. Geometrijska razlaga

KUSamo definirati manj- J
dimenzijonalni prostor, s
katerim pojasnimo skoraj vso
varianco. *f
Proces je enak vrtenju osi v ® 20}

p-dimenzionalnem prostoru v
takih smereh, da je projekcija

10

tock nanje taka, do so Cim I

bolj razpotegnjene. enot

Rotacije, ki ohranijo med 2nd s

osema pravi kot, so <,
ortogonalne. ey

IzhodiSCe osi premaknemo v .. "y f g Bt g M
tisti tocko p-dimenzionalnega® ~°  * A el % !
prostora, ki ustreza srednjim N
vrednostim vzorca. st




8.5.1.3. Definicija komponent

+

= Prva glavna komponenta (PC), oznacena z Y,, ima
najvecjo mozno varianco:

Yi=apXi+apXs+ .+ ap X, ali Y; =2a;'X
= Vsota kvadratov utezi mora biti 1:

a; 2+ a’++ta?=1
= Varianco zapisemo:

Var(Y,) = a;'S,a,

kjer je S, vzorcna kovarianca prvotnih spremenljivk.



8.5.1.3. Definicija komponent

+

= Druga PC je linearna komponenta:

Y, = ayX; + aX, + ..+ a3 X)

= katere varianca je naslednja najvisja:
Var(Y,) = a,'S,a,

= Komponenti nista korelirani.



8.5.1.3. Definicija komponent

érac“:unamo lahko toliko komponent, kot je v setu
podatkov koreliranih spremenljivk.

Dejansko so vse vzorcne kovariance in korelacije
razlicne od nic, tako da iz p spremenljivk izraCunamo p
komponent.

Celotna varianca komponent je tako enaka kot za
prvotne spremenljivke — celotno varianco pojasnimo le
Z vsemi komponentami.

Vendar je obicajno vecina variance nakopicena v prvih
nekaj komponentah, in sicer do take mere, da z njimi
pojasnimo vecino variance.



8.5.1.4. IzraCun utezi
i (obremenitev) a,

= Utezi ali obremenitve izracunamo ali iz
kovariancne ali iz korelacijske matrike.

= Ce imajo spremenljivke razlicne merilne skale je
primernejsa korelacijska matrika.

s Rezultate izracunane iz kovariancne matrike pa
je lazje interpretirati.

» Utezi, izraCunane na en ali drugi nacin, se
razlikujejo in jih ni mozno transformirati iz
enega tipa matrike v drugega.




8.5.1.4. IzraCun utezi
i (obremenitev) a,

= Zaporedje p transformacij zdruzimo v eni enacbi:
Y = AX

= Kjer je A matrika, katere vrstice so vektoriji utezi

a;' = (ayq - Agp)

T —
a,’ = (ap; ... )



8.5.1.4. IzraCun utezi
i (obremenitev) a,

= Nove spremenljivke Y; so nekorelirane in njihove
variance podaja a,'Sa..
= Kovariancna matrika PCje potem

(Var(Y,) 0 .. .. 0 )

0 Var(Y,) 0 .. 0

AS A" =| 0 '
.0 0 .. 0 Var(Yp))

ali  ASAT=S5,



8.5.1.4. IzraCun utezi
i (obremenitev) a,

= V matematicnem jeziku se vrstice A (in enako
stolpci A") imenujejo lastni (Eigen) vektoriji
matrike s, in elementi v vodilni diagonali S,
lastne (Eigen) vrednosti.

= V statisticnem izrazoslovju so lastni vektor;ji
utezi a;;, s katerimi obremenimo orvotne
spremenljivke; lastne vrednosti pa so variance
novih, nekoreliranih spremenljivk.




8.5.1.5. Zadetki (scores) glavnih
i komponent

= Za vsako opazovanje izracunamo linearno
kombinacijo vrednosti iz prvotnih spremenljivk
tako, da izraCunamo n vrednosti novih
spremenljivk z uporabo utezi a;.

Yir = QXiq T X + - + 31 %0
= Vrednosti so k-ti zadetki PC, ki ustrezajo novim

koordinatam.

= Obicajno izdelamo razsevni diagram PC
zadetkov, zlasti PC1 proti PC2.



8.5.1.6. Zmanjsanje

dimenzionalnosti prostora

riteriji, da neko komponento opustimo, so:

= Dvig odstotnega deleza pojasnjene celotne variance, ko

vklju¢imo naslednjo najpomembnejso komponento.

= Delez celotne pojasnjene variance.

= Komponente ne
upostevamo, Ce je njena
varianca nizja od
povprecja vseh komponent. :

= Priblizna enakost zadnjih
lastnih vrednosti (varianc).
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8.5.1.7. Korelacija med
:ﬁpremenljivkami in komponentami

= Kvadrat vzorcnega korelacijskega koeficienta med
spremenljivko X. in glavno komponento Y, je mera
deleza variance X, pojasnjena z j-to glavno

komponento (PC):
2

2
o Var(Y))
ij S.

kjer je s; vzorCna varianca spremenljivke X.



8.5.1.8. VkljuCevanije in opuscanje
i spremenljivk

= Komponenta z nizko lastno vrednostjo —
varianco, obicajno ni pomembna. Zato
opustimo spremenljivko, ki je mocno obtezena
na tej PC.

= Opusti spremenljivko z najvisjo absolutno
vrednostjo koeficientov v komponenti in ponovi
postopek za vsako od (p — k) najmanjsih lastnih
vrednosti.

= PC, katerih prispevki so pod 0,7, obicajno opustimo.
Ohraniti pa moramo vsaj stiri PC.




8.5.1.9. Nekatere obicajne geoloske

i razlage PC

= Geokemija in petrologija

= PC1 je pogosto mocna in popolnoma razlozljiva z
zaprtostjo podatkov — vpliv najbolj obogatene
prvine na razredcenje vseh ostalih.

= PC so posledica povezanosti skupine prvin, ki
predstavljajo geoloski (ali antropogen) izvor.
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Eigenvalues of correlation matrix, and related statist
Active variables only

Eigenvalue | % Total | Cumulative | Cumulative

Value number variance | Eigenvalue %

1 4 480274 23 58039 4 48027 23 5604
2 27068076 14 25303 7,18835 37 8334
3 1731875 911513 8,92022 46 9485
4 1216996 b6,40524 10,13722 53,3538
5 1,122404 590739 11,25962 59,2612
b 1030146 5 42182 1228977 64 6830
7 0980965 5,16297 13,27074 69 8460
8 0956515 503429 14 22725 74 8603
9 0,603644 4 23076 1503110 79,1110
10 0686418 361272 1571751 82,7238
11 05682014 306323 16,29953 85,7670
12 0,494052 2 60026 16,79358 88 3673
13 0,444420 2 33905 17 23800 90,7263
14 0,421840 2 22021 17 65964 92 9465
15 0397048 208972 18 ,05689 95 0362
16 0,2986882 157306 18 35577 96 6093
17 0,255877 134672 18 61165 97 9560
18 0218472 1,14985 18,83012 99,1059
19 0,1698582 089412 19,00000 100,0000




Eigenvalue
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Eigenvalues of correlation matrix
Active variables only
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8.5.1.9. Nekatere obicajne geoloske
razlage PC

= Paleontologija

= Kadar so podatki meritve razlicnih anatomskih delov
fosilov, je PC1 skoraj vedno mogoce razloziti kot
velikost (npr. juvenilni in odrasli osebki).

= Ko s PC1 odstranimo dejavnik velikosti, ostale PC
podajajo obliko, morda povezano z nacinom
zivljenja.




8.5.2. FAKTORSKA ANALIZA

: éwova metode je, da je celotno spremenljivost
podatkov mogoce prikazati z manjsSim stevilom
(q) faktorjev, ki nosijo informacijo o preiskovani
SNOVI.

= PoiScemo le g vektorjev, medtem, ko je pri PCA
stevilo PC vedno enako Stevilu vseh
spremenljivk.

= Varianco v q smereh zviSamo do najvisje mozne
tako, da osi vrtimo iz osnovne resitve PC lastnih

vektorjev.



8.5.2. FAKTORSKA ANALIZA

+

= Metoda VARIMAX ohrani pravokotnost osi.
Vrtenje osi je taksno, da poisce najvisje mozne
variance ob upostevanju zahteve
ortogonalnosti.

= Metoda OBLIQUE dovoljuje, da se osi zavrtijo
iz pravokotnega polozaja, zaradi Cesar
postanejo do neke mere korelirane.



i 8.5.2. FAKTORSKA ANALIZA

s Kritike faktorske analize:
= Ni jasnega kriterija za Stevilo faktorjev.

= Tezko je sistematicno preiskati vse smeri
multidimenzionalnega prostora.

= Tezko se prepriCamo, da je dobljeni rezultat res
najboljsa mozna resitev.

= Razlicni racunalniski programi nudijo Stevilne
razlicne moznosti izracuna, za katere ne vemo
vedno ali so res najustreznejsi za nase podatke.
Razlicni programi tako lahko dajo za isti set
podatkov razlicne resitve.
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8.6. MERE PODOBNOSTI IN ANALIZA
;DRUZEVANJA (CLUSTER ANALYSIS)

8.6.1. Nace
= Osnova analiz je mera podo

d

onosti 0z.

razlicnosti med objekti (opazovaniji).
= Podobnost ugotavljamo z upostevanjem vec

spremenljivk.

= Podatke izrazimo v obliki koeficientov
podobnosti, ki podajajo numericno podobnost
med ustreznimi dvojicami objektov.



‘_L 8.6.2. Izracuni podobnosti

= Tri glavne kategorije mere podobnosti so:

1 . Distancni koeficienti ali koeficienti razdalje.
2. Korelacijski koeficienti.
3. Asociacijski (zdruzevalni) koeficienti.



i 8.6.2.1. Koeficienti razdalje

uklidska razdalja A
je neposredna ravna Crta:

dAB = \/Zm:(XiA _XiB)2

0z. ko ne zelimo, da mera obvezno naraste zaradi
veC spremenljivk:

1 m
dAB = \/Z(XiA _XiB)2
m 55

B




i 8.6.2.1. Koeficienti razdalje

= Manhattanska razdalja
je enostavna vsota absolutnih razlik.



8.6.2.2. Korelacijski koeficient

é podobnosti
o obnost obravnavamo v smislu razmerij med

vrednostmi razlicnih spremenljivk.

= Uporabimo korelacijski koeficient, le da namesto
povezav dveh spremenljivk v veC objektih,
obravnavamo dva objekta z veC spremenljivkami.

= Srednje vrednosti in standardna odklona objektov A in
B izraCunamo iz vseh spremenljivk, korelacij jski
koeficient med objektoma pa:

m

Z(XiA o YA)(XiB o YB)

=1

Fag =

SaSE (n o 1)



8.6.2.3. Zdruzevalni koeficient

. orabni so za binarne podatke (je ali ni prisoten) v stratigrafiji.

= Podatki za primerjavo vzorcev A in B so omejeni, vendar pa
lahko sklepamo, da je njuna podobnost popolna, ¢e so
prisotnosti (1? in odsotnosti (0) preiskovanih lastnosti enake, oz.
da gre za razlicna vzorca, ¢e ni nobenega ujemanja.

= Podatke podamo v kontmgencnl tabeli (tabeli moznosti):
= a - Stevilo lastnosti, prisotnih v obeh vzorcih
= b - Stevilo lastnosti, prisotnih v vzorcu A, odsotnih v B
= C - Stevilo lastnosti, prisotnih v vzorcu B, odsotnih v A
= d - Stevilo lastnosti, odsotnih v obeh vzorcih

Vzorec B

prisoten | odsoten

Vzorec A | prisoten a b

odsoten C d




i 8.6.2.3. ZdruZevalni koeficient

= Asociacijske koeficiente izracunamo iz vrednosti a, b, c
in d.

= Jaccardov asociacijski koeficient ne uposteva, da tudi
skupna odsotnost lastnosti (d), kaze na podobnost. Je
delez vseh ujemajocih se sprmenljivk:




8.6.3. Stratigrafska korelacija
8;.3.1. Podatki in matrika podobnosti

= Vsako fosilno vrsto obtezimo z indeksom —
relativna biostratigrafska vrednost (RBV).

= Klasicne lastnosti dobrega conskega fosila so:
=« Omejen stratigrafski razpon.

= Siroka geografska razsirjenost.
= Facialna neodvisnost.



8.6.3.1. Podatki in matrika podobnosti

+

= Kvantificiramo jih:

razpon,ki ga zaseda takson

vertikalnirazponV = :
celotna obravnavam stratigrafska sekvenca

Stevilosekcij, v katerih se pojavlja takson

geografskarazsSirjenost G = S : —
celotnoStevilo obravnavanh sekcij

Stevilo faciesov, v katerih se pojavlja takson

facialnaneodvisnost F = — -
celotnosStevilo faciesov



8.6.3.1. Podatki in matrika podobnosti

O *er conski fosil ima nizek V ter visoka G in F.

= Indeksi RBV so sestavljeni tako, da kvantificirajo to
kombinacijo lastnosti:

= McCammonov RBV:
RBV, = F(1-V) + (1-F)G
= Browerjev RBV:
RBV, = (F(1-V) + (1-V)G)/2

= Razpon RBV je od 0 (neuporaben) do 1 (popolen
conski fosil).



8.6.3.1. Podatki in matrika podobnosti

. htan RBV, kakrsen je:
RBV = (G + F + (1-V))/3
bi bil visok pri prostorsko in casovno povsod navzocih

fosilih, ki so kot conski fosili neuporabni.
= Jaccardov koeficient lahko ponovno definiramo kot:

S=a/(@a+ b+

= Kjer je:
= a — vsota RBV vrst, prisotnih v obeh vzorcih
= b - vsota RBV vrst, prisotnih v vzorcu A, odsotnih v B
= C - vsota RBV vrst, prisotnih v vzorcu B, odsotnih v A

= d - vsota RBV vrst, odsotnih v obeh vzorcih




8.6.3.2. Stratigrafska korelacija iz
i matrike podobnosti

= Korelacijske povezave se ne smejo krizati.
= Dve glavni vrsti algoritmov, ki upostevata
navedeno omejitev sta:
=« Lateralno (bocno, stransko) sledenje-
= Zarezovanje (slotting)



8.6.3.2.1. Lateralno sledenije

+

Poiscemo najvecjo podobnost v matriki (najnizji
Koeficient) in povezemo ustrezni par vzorcev.
PoiSCemo naslednjo najvecjo od preostalih podobnosti.

Ce ta ne seka obstojecCe korelacijske povezave, para
DOVezZemo.

Postopek nadaljujemo, dokler obstajajo mozne
DOVEZaVe.

Prednost metode je njena enostavnost.

Pomankljivost so utezi, pripisane najvecjim
nodobnostim — Ce je ena izmed njih napacna, so
reostale korelacije neuporabne.




Borehole B

Borehole A 1 2 3 4 5 6 7 8
1 0.75 1.89 1.05 1.31 1.36 1.52 1.44 1.43
2 066 1.47 0.63 0.89 0.93 1.09 1.01 1.01
3 0.60'° 1.63 0.63 1.25 1.30 1.46 1.02 1.37
4 0.88 1.08 0.78 0.50° 0.86 0.93 0.94 0.93
s 1.48 1.88 |0.4sf 0.90 0.66 0.70 0.433 0.79
6 1.51 1.68 ) 0.79 0.38! 0.422 0.86 0.511
7 2.06 2.29 1.19 0.93 0.52% 0.56° 1.01 0.65
8 2.26 2.48 1.02 L.13 0.72 0.56° 0.64 0.65
9 1.50 1.58 0.99 0.49° 0.56°| V66 0.98 0.63
10 1.72 2.35 1.14 1.06 0.91 0.72 0.99 0.64
A B
1 1
3 3
6 6
8 8
9

i
(o




8.6.3.2.2. Zarezovanije

- *ejitev krizanja je upostevana z dolocilom, da
polozaj para v smeri desno-zgoraj proti levo-
spodaj pomeni krizanje, vse ostale moznosti
(levo-zgoraj — desno-spodaj, gor-dol, levo-
desno) pa, da krizanja ni.

= Pari popolnoma koreliranih sekcij si bodo cez
celotno matriko sledili s povezavami zgoraj-levo
do spodaj-desno.

» Cilj zarezovanija je poiskati najboljso taksno
pot. Kriterij je, da naj bo lelotna vsota
nodobnosti naivecia.



8.6.3.2.2. Zarezovanje

+

= Zactnemo zgoraj-desno (ali spodaj-levo) in vsak korak
po matriki ima dve moznosti. OdlocCitev je vedno le za
korak naprej in ne uposteva vseh moznosti.

= Zarezovanje je bolj grobo od lateralnega sledenja, ker
je manj obcutljivo na anomalne vrednosti.

= Problemi so:

= Pristop k podatkom je asimetricen in odlocCitev, da vstopimo
v matriko zgoraj-desno je umetna.

= Rezultat lahko pokvari en sam anomalen vzorec v eni od
sekcij, kar lahko ustvari zid majhnih podobnosti skozi celotno
matriko, vzdolz katerga teCe pot in ga ne seka.



Borehole B

Borehole 4 1 2 3 4 5 6 7 8
1 0.75 1.89 1.05 1.31 1.36 1.52 1.44 1.43
2 0.66 1.47 0.63 0.89 0.93 1.09 1.01 1.01
3 0.60 1.63 0.63 1.25 1.30 1.46 1.02 1.37
4 0.88 1.08 0.78| 0.50 0.86 0.93 0.94 0.93
5 1.48 1.88  [0.45 0.90 0.66  0.70 0.43 0.79
6 1.51 1.68 1.05 0.79 [0.38 0.42 0.86 1 0.51
7 2.06 2.29 1.19 0.93 0.52 0.56 1.01 0.65
8 2.26 2.48 1.02 1.13 0.72 0.56 0.64 0.65 |
9 1.50 1.58 0.99 0.49 0.56 0.66 0.98 0.63
10 1.72 2.35 1.14 1.06 0.91 0.72 0.99 0.64
A B
1 1
2 2
3 3
6 6
7 7
8 8
9 /
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8.6.4. CLUSTERSKA (ZDRUZEVALNA)

ANALIZA
i8.6.4.1. Nacela numericne klasifikacije

= V geologiji uporabljamo predvsem dve vrsti
numericne klasifikacije:

1. LoCevanje glede na absolutne vrednosti.

2. Zdruzevanje glede na relativne lastnosti
vzorca.



8.6.4.1.1. LoCevanje glede na absolutne

;h vrednosti
tor je s crtami ali ravninami razdeljen v oddelke

(trikotni in kvadratni diagrami).

Podatkov za taksno klasifikacijo ni potrebno statisticno
analizirati.

Prednosti:

= Grobost — klasifikacijo lahko uporabimo vsesplosno in
nedvoumno.

= LocCnice postavimo tako, da imajo teoreticni pomen.

Slabosti:
= Polozaji loCnic so pogosto umetni in nenaravni.

= Dva podobna primerka se lahko uvrstita na razlicni strani
loCnice in bosta zato razlicho p0|menovana

= Obvladovanje razdelitve, definirane z vec kot dvema ali tremi
spremenljivkami, je zelo okorno ali nemogoce.



8.6.4.1.2. Zdruzevanije glede na
relativne lastnosti vzorca

Posamezne kategorije znotraj klasifikacije temeljijo na
nakopicenih skupinah tock.

Tocki, ki sta v prostoru lastnosti (spremenljivk) v isti skupini,
sta si bolj podobni kot tocki iz razlicnih skupin.

Prednosti:
= Jasne, unimodalne skupine opazovanj se ne uvrstijo v razlicne kategorije.

= Meje med skupinami so v tistih delih multivariatnega prostora, kjer je
malo tock — so naravne in zato lahko posledica nekega procesa.

= Upostevamo lahko vse spremenljivke.

Slabosti:

= Nestabilnost — ¢e dodamo nova opazovanja se lahko pojavijo nove
skupine ali spremenijo meje prejsnih.
= Uvrstitev novega primerka v skupino ni tako enostavno.



8.6.4.2. Algoritmi zdruzevanja v

i skupine

= Med razlicnimi metodami loCevanja skupin so:

= Metode delitve, ki poiscejo s tockami redko zaseden
dele in tam potegnejo meje skupin.

= Metode gostote, ki dolocijo skupine tako, da v
multivariatnem prostoru poiscejo nakopicenja tock.

=« Metode povezovanja, ki povezujejo eno za drugo
najblizje tocke.




8.6.4.2.1. Povezovanje najblizjih
isosedov ali enojno povezovanje

Podobnost med tocko in novo skupino je enaka podobnosti med
to tocko in najbolj podobno tocko v kupini.

Rezultat povezovanja prikazemo z dendrogramom.

Ta mera oddaljenosti je najmanj primerna in je za vecini tock,
ki jih vsebuje skupina, manjsa od resnicne razdalje.

Pogosto ji zato pripisujemo popacenje multivariatnega prostora
s krcenjem.

Na ta nacin zlahka povezemo koncni tocki v oblaku tock,
razpotegnjenem v eni smeri, Ceprav sta si tocki na nasprotnih
koncih take skupine bistveno razlicni.

Ucinek imenujemo verizenje in tezi k rezulatu, ki je neurejen
hierarhicni sistem, nenaravnega videza.
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8.6.4.2.2. Povezovanje najoddaljenejsih
isosedov ali celotno povezovanje

= Postopek je obraten metodi najblizjega soseda
— za podobnost med tocko in skupino uposteva
najmanjso podobnost med vsemi moznimi pari
podobnosti.

= Navidezne razdalje med skupinami so najvecje
mozne, zato metoda razredci prostor in rezultat
so hipersferiche skupine.

= Celo malo elipsoidne unimodalne skupine tock
bo posteopek verjetno razbil in rezultat bo
nakazoval veC modusov (skupin).
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8.6.4.2.3. Povezovanje povprecii

= Kriterij preracunavanja podobnosti je v tem
primeru med prej opisanima.

= Rezultat zdruzuje oboje, srednjo vrednost obeh
razdalj in oddaljenost centroida.

= Kadar so skupine vecje, je moznih vec
permutacij, zato obstaja vec, nekoliko razlicnih
algoritmov.




8.6.4.2.4. Wardova metoda

+

= Kriterij izbire povezave je najmanjse
povecanje vsote kvadriranih odstopanj od
srednjih vrednosti skupin.

= V geologiji daje najboljse rezultate (obicajno v
kombinaciji z evklidsko razdaljo, kot mero
podobnosti).
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8.6.4.3. Dendrogram ali hierarhicno

i drevo

= Dendrogram je enodimenzionalen v smislu, da
je na eno os nanesen koeficient podobnosti,
druga dimenzija pa le ureja niz objektov in
topoloski prikaz povezav z navpicnicami, ki
zdruzujejo ustrezna opazovanja/skupine glede
na podobnost.

= Fenonska Crta na levi strani dendrograma lahko
loCi od ene do n skupin.




i 8.6.4.4. Nadin Q in R

= Nacin Q pomeni, da rezultat zdruzuje objekte
(opazovanja, vrstice), na osnovi vrednosti
spremenljivk.

= V nacinu R zdruzujemo spremenljivke, glede na
njihove vrednosti v objektih,



8.6.4.5. Kritike clusterske analize

= Na vsakem od korakov moramo sprejemati
odlocCitve, kar rusi objektivnost postopka.

= Objektivnost ponovno uvedemo, Ce so izbire
nakjucne ali temeljijo na splosnih priporocilih,
za katera se odlocimo pred analizo in potem
tudi sprejmemo rezultate!



8.6.4.5. Kritike clusterske analize

+

s Rezultatov analize ni enostavno testirati:

= Ne moremo uporabiti obicajnih testovza znacilnosti
razlik med vzorci, ker celo pri popolnoma
nakljucnih podatkih povezovalni algoritmi
zagotavljajo popolnoma locene skupine, ki se ne
prekrivajo in bodo zato vedno znacilno razlicne.

= Ni jasno, ali naj neko skupino ocenimo kot znacilno
ali pa je pomembna potencialna nenakljucnost
vkljucena v celotni strukturi dendrograma.
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